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Аннотация. Появление и рост популярности социальных сетей, а также 

растущая цифровизация, проникающая в разнообразные сферы экономики и об-
щества, оказали существенное влияние на сферу политики в целом и на процессы 
политической мобилизации и коммуникации в частности. Методологический 
арсенал политической науки также оказался затронут указанными трансформаци-
онными процессами и начал пополняться новыми подходами и методами, пред-
ложенными в рамках недавно возникшей области знания, получившей название 
наук о данных. В статье предложен обзор ключевых инноваций в методологии 
исследований политической мобилизации в социальных сетях, которые были 
заимствованы из области наук о данных. Авторы подробно рассматривают мето-
ды обучения с учителем и без учителя и обсуждают их применимость для автома-
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тизированного сбора данных в почти реальном времени и анализа собранных 
данных о протестной активности. В контексте методов обучения с учителем осо-
бое внимание уделяется методам преодоления переобучения с помощью регуля-
ризации и выбору гиперпараметров с помощью кросс-валидации. В рамках обу-
чения без учителя рассматриваются методы тематического моделирования и 
методы анализа социальных сетей. Преимущества и недостатки обсуждаемых 
методов иллюстрируются примерами из современных политических исследова-
ний, опубликованных в ведущих рецензируемых журналах. В заключение обсуж-
даются новейшие методные разработки наук о данных, до сих пор не получившие 
своего применения в исследованиях политической мобилизации, обладающие 
высоким аналитическим потенциалом (включая методы с частичным обучением, 
использование машинного обучения для каузального анализа и использование 
векторного представления текстов). 

Ключевые слова: политическая мобилизация; протесты; социальные сети; 
машинное обучение; науки о данных; обучение с учителем; обучение без учителя; 
вычислительные социальные науки. 
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Введение: как Интернет изменил методы социальных наук 
 
Изучение факторов и характеристик политической мобили-

зации, динамики протестных настроений и акций в обществах с 
различными типами общественно-политического устройства – од-
но из важных направлений современных политических исследова-
ний, переживающее в последнее десятилетие подъем на волне рас-
пространения новых информационных технологий и обогащения 
методологического арсенала социальных наук методами бурно 
развивающихся наук о данных [Big data ..., 2016; Enikolopov, 
Makarin, Petrova, 2020]. Какие возможности открывают новые вы-
числительные методы перед исследователями политической моби-
лизации? Как эти методы могут быть использованы в процессе 
сбора и анализа эмпирических данных? Наконец, каковы методо-
логические границы вычислительных методов и анализируемых с 
их помощью данных? 

Развитие методов наук о данных в значительной степени 
связано с развитием новых информационных технологий и рас-
пространением социальных сетей, позволяющих изучать общест-
венные настроения и политическую коммуникацию почти в реаль-
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ном времени. Важным фактором оказалось также то, что социальные 
сети сделали возможным изменение самих технологий политиче-
ской мобилизации: распространение мобилизирующей информа-
ции стало не только более быстрым, но и децентрализованным; 
появились возможности обновлять информацию о протестах в ре-
альном времени и отслеживать широкий круг источников о протес-
тах. Одновременно с этим социальные сети предложили гражданам 
альтернативную – онлайновую – форму участия, обусловливаю-
щую ощущение вовлеченности в политическую активность без 
фактического участия в событиях на улице (так называемый 
slacktivism), что может существенно ослабить реально наблюдае-
мую политическую мобилизацию. Наконец, социальные сети – 
вопреки первоначальным оптимистичным прогнозам об их пре-
вращении в универсальную технологию продвижения свободы и 
демократии [Diamond, 2010] – со временем стали использоваться и 
для политической демобилизации. 

Разнообразие форм проникновения новых информационных 
технологий в мир политики, а также нелинейный характер дина-
мики политической мобилизации под влиянием распространения 
Интернета и цифровых технологий обусловили два важных мето-
дологических тренда. С одной стороны, стала очевидной ограни-
ченность простых методов и моделей, применяемых к анализу  
неэкспериментальных (observational) данных, полученных с помо-
щью новых информационных технологий. В связи с этим вырос  
интерес к более широкому кругу методов, развиваемых в рамках наук 
о данных, что нашло выражение в возникновении такого направле-
ния, как вычислительные социальные науки (computational social 
sciences), включающего в себя как применение методов наук о 
данных и машинного обучения к исследованию вопросов социаль-
ных наук, так и использование для этих целей различных методов 
вычислительного моделирования, анализа системной динамики 
и др. [Computational social science, 2009; Cioffi-Revilla, 2010].  
С другой стороны, возник запрос на уточнение условий, при кото-
рых данные, собранные с помощью новых информационных тех-
нологий, могут быть использованы для исследования причинно-
следственных связей (т.е. каузального анализа) [Big data ..., 2016], 
а также стала распространяться практика сочетания методов наук 
о данных с тщательно продуманными квазиэкспериментальными 
планами исследования, позволяющими давать численные оценки 
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каузальным эффектам [Zhuravskaya, Petrova, Enikolopov, 2020; 
Enikolopov, Makarin, Petrova, 2020]. 

В данной статье подробно рассматривается первая из отме-
ченных тенденций, а также предлагается обзор основных методов 
наук о данных в их приложении к изучению политической моби-
лизации. Мы рассматриваем два крупных класса методов: обуче-
ние с учителем (supervised learning) и без учителя (unsupervised 
learning). Оба класса методов – несмотря на свои принципиальные 
различия – получили достаточно широкое распространение в ра-
ботах, посвященных анализу протестной активности в странах  
мира. Кроме того, мы рассматриваем новейшую практику исполь-
зования методов с учителем для сбора эмпирических данных в 
(почти) реальном времени, что представляет интерес не только для 
специалистов в области политического поведения, но и исследова-
телей международных отношений и конфликтов. 

 
 

Методы обучения с учителем 
 
Общие методологические вопросы. Методы обучения с 

учителем – это обобщенное название методов анализа данных, 
предполагающих построение алгоритма для предсказания одной 
или нескольких зависимых переменных на основе набора объяс-
няющих признаков. Особенность этих методов – наличие разме-
ченных данных, т.е. верных значений зависимых переменных, вы-
ступающих в роли учителя, указывающего на ошибки. Наиболее 
известным примером методов обучения с учителем является ли-
нейная регрессия, давно ставшая ключевым методом количествен-
ных исследований в области политических наук [Krueger, Lewis-
Beck, 2008]. Однако, если традиционное применение регрессион-
ных моделей было сфокусировано на измерении степени взаимо-
связи (или даже влияния) между объясняющими и зависимыми 
переменными (что требовало использования достаточно простых 
моделей с легко интерпретируемыми параметрами), то многие со-
временные методы машинного обучения ориентированы, прежде 
всего, на решение задачи прогнозирования и в особенности на по-
вышение качества вневыборочного прогноза (out-of-sample 
performance) [Molina, Garip, 2019]. 
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Под качеством вневыборочного прогноза понимается спо-
собность модели предсказывать значения зависимых переменных 
на основе объясняющих признаков за рамками выборки. При этом 
степень желаемой обобщаемости может различаться и зависит как 
от амбиций исследователя, так и характера решаемой задачи. На-
пример, при изучении факторов, обусловливающих участие в мас-
совых акциях протеста в Венесуэле, вневыборочными наблюде-
ниями можно считать как венесуэльских протестующих, не 
попавших в выборку, так и протестующих в других странах в дан-
ное время или даже в прошлом или будущем. Естественно, алго-
ритмы, нацеленные на применение за рамками исходной выборки, 
не должны быть чрезмерно чувствительны к случайным взаимо-
связям, свойственным лишь собранному массиву данных. Наобо-
рот, такие алгоритмы должны улавливать лишь наиболее сильные 
и устойчивые закономерности, с высокой вероятностью присутст-
вующие в разных массивах наблюдений, и игнорировать слабые и 
случайные взаимосвязи, которые, скорее всего, свойственны лишь 
собранным данным. 

Для того чтобы избежать переобучения (overfitting) алгорит-
ма и повысить его шансы на обобщаемость, методы обучения с 
учителем используют различные подходы, среди которых наибо-
лее известна регуляризация (regularization). Поясним ее суть на 
примере линейной регрессии, оцениваемой методом наименьших 
квадратов (МНК): если обычный МНК сводится к поиску таких 
коэффициентов регрессии, при которых минимальной оказывается 
суммарная ошибка (квадрат отклонений реальных значений зави-
симой переменной от модельных), то в линейной регрессии с регу-
ляризацией к этой сумме квадратов добавляется штрафной компо-
нент, который растет по мере роста значений коэффициентов. 
Выбору штрафного компонента посвящена большая литература 
(например, см.: [Hastie, Tibshirani, Wainwright, 2016 a]), но наибо-
лее часто на практике используется либо сумма модулей коэффи-
циентов (такая регрессия называется LASSO) [Tibshirani, 1996], 
либо сумма квадратов коэффициентов (гребневая регрессия) 
[Hoerl, Kennard, 1970]. Практический смысл штрафного компонен-
та состоит в сознательном занижении (а в случае LASSO-
регрессии даже обнулении) коэффициентов при тех переменных, 
которые относительно слабо связаны с зависимой переменной. 
Конечно, такое занижение коэффициентов снижает качество алго-
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ритма на имеющейся выборке; однако оно же может значительно 
повысить качество вневыборочного прогноза. Важно, что степень 
регуляризации (занижения) коэффициентов можно корректировать 
за счет гиперпараметра (коэффициента при штрафном компонен-
те), специально подбираемого так, чтобы повысить вневыбороч-
ную прогностическую силу модели. 

Выбор гиперпараметров (например, коэффициента при 
штрафном компоненте в регуляризованных моделях) с помощью 
кросс-валидации (cross-validation) – одна из ключевых инноваций, 
которая была привнесена в методологию социальных наук из наук 
о данных и которая позволяет регулировать прогностическую силу 
модели. Технологически кросс-валидация осуществляется путем 
разделения выборки на k частей и последовательного построения 
алгоритма на (k-1) частях с измерением качества алгоритма на ос-
тавшейся части; полученные таким образом k показателей качест-
ва вневыборочного прогноза затем усредняются; в конечном счете 
выбираются такие гиперпараметры, которые обеспечивают наи-
лучшие в среднем результаты кросс-валидации. Заметим, что опи-
санная здесь процедура кросс-валидации призвана повысить 
обобщаемость алгоритма в узком смысле (например, на респон-
дентов, не попавших в выборку). В прикладных исследованиях, 
однако, можно заменить кросс-валидацию на выбор гиперпара-
метров путем сравнения качества прогноза на других массивах 
данных (например, протестных данных в других странах или в 
другое время). 

Нацеленность методов обучения с учителем на прогностиче-
скую силу (и лишь в меньшей степени – на интерпретируемость 
результатов) объясняет рост популярности таких ранее не приме-
нявшихся в политологических исследованиях методов, как метод 
опорных векторов (support vector machine), случайный лес (random 
forest), ансамбли методов типа бэггинга (bagging), бустинга 
(boosting) или экстремального градиентного бустинга (xgboost), 
или, наконец, различные типы нейронных сетей [Hastie, Tibshirani, 
Friedman, 2016 b]. Все эти методы по отдельности или вместе мо-
гут применяться на разных стадиях как для сбора эмпирических 
данных о протестной мобилизации, так и для их анализа. 

Применение для сбора данных. Развитие новых информа-
ционных технологий и распространение социальных сетей позво-
лили иначе взглянуть на процедуру сбора эмпирических данных.  
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И хотя традиционная проблема качества собираемых данных 
[Freedman, 1991] отнюдь не решается путем простого увеличения 
объема данных, возможность автоматизации сбора данных позво-
ляет если не заменить традиционные подходы, то хотя бы повы-
сить эффективность некоторых из них. В частности, это касается 
эмпирических данных о случаях протестных акций, и сегодня за-
частую собираемых вручную [Lankina, Tertytchnaya, 2020]. 

Появились, однако, и более автоматизированные подходы, 
исторически зародившиеся в исследованиях международных от-
ношений. Именно в этой сфере начиная с конца 1970–1980-х годов 
предпринимались попытки разработать унифицированные мето-
дики кодирования различных международных событий, представ-
ленные в то время базами WEIS [McClelland, 1976] и COPDAB  
[Azar, 1980]. В 2000-е годы исследователями были предложены 
уже развернутые иерархические классификации (онтологии) собы-
тий с сопровождающими их описаниями. К их числу относятся 
используемые до сих пор IDEA (integrated data for events analysis) 
[Integrated data …, 2003] и CAMEO (conflict and mediation event ob-
servations) [Schrodt, Gerner, Yilmaz, 2009], а также разрабатывае-
мая в наши дни PLOVER (political language ontology for verifiable 
event records) [Open Event Data Alliance, 2020], которая призвана 
прийти на смену CAMEO. Несмотря на неизбежную ограничен-
ность онтологий и тенденцию группировать не всегда похожие по 
своей сути события в одну категорию [Schrodt, Van Brackle, 2013], 
их наличие позволило в середине 2000-х годов приступить к раз-
работке одной из первых систем автоматического сбора данных о 
международных событиях (включая протестные акции и ответные 
действия правительств) на основе публикаций СМИ. Разработка 
такой системы была выполнена в рамках специального исследова-
ния Управления перспективных исследовательских проектов Ми-
нистерства обороны США (DARPA) под названием ICEWS 
(integrated crisis early warning system) [O’Brien, 2010; Boschee, 
Natarajan, Weischedel, 2013]. Одновременно с этим была разрабо-
тана альтернативная система GDELT (global data on events, 
location, and tone) [Leetaru, Schrodt, 2012], также основанная на 
мониторинге СМИ на 100 языках и автоматическом извлечении 
информации о 300 категориях событий. Интересно, что сравнение 
массивов данных, полученных этими двумя автоматизированными 
системами, указывает на существенные разночтения между ними 
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[Comparing GDELT and ICEWS Event Data, 2013], что подчеркива-
ет необходимость осторожного обращения с этими данными в 
прикладных исследованиях. 

Стремясь обойти ограничения автоматизированных систем, 
обусловленные использованием онтологий, М. Кройку и Н. Вайд- 
манн применили обучение с учителем (в частности, ансамбль из 
опорных векторов и наивного байесовского классификатора) для 
автоматического отбора публикаций СМИ, посвященных протест-
ным акциям в недемократических государствах [Croicu, Weidmann, 
2015]. Их работа является примером сочетания современных мето-
дов наук о данных с традиционными методами сбора информации: 
автоматизированный отбор публикаций в новостных агрегаторах 
LexisNexis и Factiva производится для оптимизации работы специ-
ально обученных людей-кодировщиков и увеличения доли коди-
руемых ими публикаций, в которых действительно упоминаются 
протесты. Результатом этой работы является публично доступная 
база данных «Массовая мобилизация в автократиях» [Weidmann, 
Rød, 2019]1. 

Обратным примером сочетания обучения с учителем с тра-
диционными методами сбора событийных данных является авто-
матизированная система прогнозирования конфликтов ViEWS 
[ViEWS …, 2019], предсказывающая на 36 месяцев вперед три ти-
па конфликтов (конфликты с участием правительственных сил, 
конфликты негосударственных акторов без участия правительст-
венных сил и одностороннее насилие в отношении мирного насе-
ления) в Африке по данным базы UCDP (Uppsala Conflict Data 
Program) [Sundberg, Melander, 2013]. Данные UCDP кодируются 
вручную на основе публикаций из новостного агрегатора Factiva, 
система же ViEWS обучает на этих данных ансамбль из более чем 
20 алгоритмов (логистических регрессий и случайных лесов) для 
прогнозирования конфликтов (в том числе вооруженных протес-
тов). Полученные прогнозы могут быть далее использованы в ходе 
целенаправленного сбора эмпирических данных (например, запус-
ка автоматического сбора данных из социальных сетей). 

Таким образом, обучение с учителем позволяет не только  
(и даже не столько) заменить человека в процессе сбора эмпирики, 

                                                            
1 Mass Mobilization in Autocracies Database. – 2020. – Mode of access: 

https://mmadatabase.org/ (accessed: 19.10.2020). 
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но и упростить, оптимизировать или сфокусировать традиционные 
методы сбора данных. 

Применение в анализе данных о протестах. Методы обу-
чения с учителем имеют также мощный аналитический потенциал 
и широко применяются для анализа данных о протестной активно-
сти (в частности, собранных в социальных сетях). Они использу-
ются как для прогнозирования протестных событий или действий 
[Pachinko Prediction …, 2020; Predicting online protest participation …,  
2016], так и для решения задачи выявления взаимосвязей между 
переменными. 

Недавнее исследование авторского коллектива под руково-
дством Дж. Тюка [Pachinko Prediction …, 2020] – хороший пример 
работы, направленной на решение задачи прогнозирования. В ча-
стности, решалась задача определения вероятности возникновения 
протестного события в девяти городах Австралии в каждый из 
дней с 21 июля 2017 г. по 14 февраля 2018 г. Для этого с помощью 
публичного API авторы собрали короткие сообщения в сети Твит-
тер (твиты), описывающие запланированные на будущее действия 
или события и написанные в одном из девяти крупнейших городов 
Австралии. Данные о протестных событиях были собраны вруч-
ную с крупнейших новостных сайтов Австралии. 

В первую очередь, методы обучения с учителем (линейный 
метод опорных векторов с регуляризацией) были использованы в 
работе для классификации твитов на те, что описывают и не опи-
сывают протесты. В качестве объясняющих признаков в этой зада-
че выступали слова и словосочетания (уни- и биграммы). В про-
цессе обучения использовалось разбиение массива данных на 
обучающую и тестовую выборки для выбора значений гиперпара-
метров, обеспечивающих наилучший вневыборочный прогноз. 

Далее решалась задача прогнозирования протестных собы-
тий, для чего использовались методы байесовской статистики, по-
зволяющие не только получить бинарные прогнозы (будет протест 
или нет), но и выразить посредством апостериорного распределе-
ния степень уверенности в нем. 

Данные из социальных сетей также используются для про-
гнозирования дальнейшего поведения пользователей социальных 
сетей. Так, в работе С. Ранганата и его коллег предсказывалось 
поведение пользователей Твиттера во время протестов, связанных 
с президентскими выборами в Нигерии в 2015 г. [Predicting online 
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protest participation …, 2016]. Исследователи поставили перед со-
бой цель предсказать, будут ли сообщения каждого пользователя 
посвящены протесту, на основе данных об истории коммуникации 
этого пользователя (о содержании отправленных и полученных 
ими сообщений, а также о связях с другими пользователями в 
Твиттере). Решению описанной задачи машинного обучения 
предшествовал сбор данных с геолокацией в Нигерии через API 
Твиттера, а также ручная разметка твитов как протестных и непро-
тестных. К собранным данным был применен алгоритм прогнози-
рования, основанный на модели стохастического процесса, извест-
ного как геометрическое броуновское движение. На основе набора 
метрик качества прогноза (включая долю верных прогнозов, гар-
моническое среднее точности и полноты, известное как F-мера, 
и др.) в работе показано, что построенный алгоритм способен 
лучше прогнозировать содержание последующего твита пользова-
теля (протестное или непротестное), чем целый ряд других моде-
лей поведения пользователей. Разработанный алгоритм позволяет 
использовать историю сообщений пользователей и их фолловеров, 
а также информацию о структуре сети для прогнозирования протест- 
ного поведения этих пользователей в Твиттере в будущем 
[Predicting online protest participation …, 2016]. 

Помимо прогнозирования, методы обучения с учителем, как 
уже было отмечено выше, применяются для решения более типич-
ной для политической науки задачи измерения связей между пе-
ременными и проверки гипотез об этих связях. Для этого исполь-
зуются как традиционные линейные и нелинейные модели 
(линейная МНК-регрессия, логистическая и пробит-модели), так и 
более сложные методы обучения с учителем. 

Примером такого исследования является работа А.С. Ахре- 
менко и др., в которой данные о протестной активности в венесуэль-
ском сегменте Твиттера были использованы для исследования факто-
ров, объясняющих высокую популярность одних твитов о протестах 
и низкую популярность других [Ахременко, Стукал, Петров, 2020]. 
Объясняемой величиной в этой работе выступало число ретвитов, 
полученных каждым твитом, а объясняющие переменные включали в 
себя как сетевые характеристики автора, так и признаки, характери-
зующие содержание текста. На основе применения МНК- и LASSO-
регрессии к анализу более 5,7 млн твитов авторы показали, что сете-
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вые характеристики авторов твитов имеют большую объясняющую 
силу, чем содержательные признаки. 

Помимо МНК-регрессий, особую популярность среди ли-
нейных моделей в последние десятилетия завоевала регрессия со 
смешанными эффектами, позволяющая учитывать разнородный 
характер объектов наблюдения и даже моделировать неоднород-
ность связей между переменными у разных наблюдений. Приме-
ром использования такой модели является работа Р. Мурао и 
В. Чен, в которой на основе данных Твиттера изучались факторы, 
обусловливающие отношение журналистов и СМИ к участникам 
протестов в Бразилии [Mourão, Chen, 2020]. Единицей наблюдения 
в этом исследовании выступал отдельный твит, а факторы, потен-
циально влияющие на его содержание, могли действовать на дру-
гих уровнях. Данное исследование, таким образом, иллюстрирует 
методы анализа данных с многоуровневой структурой, в которой 
разные наборы переменных изменяются на разных уровнях. В та-
ких случаях именно модели со смешанными эффектами позволяют 
корректно моделировать связи между переменными [Steenbergen, 
Jones, 2002]. С помощью регрессионных моделей со смешанными 
эффектами Р. Мурао и В. Чен показали, что тональность освеще-
ния протестов журналистами в Твиттере положительно связана с 
их личным отношением к протестам. Кроме того, было показано, 
что бразильские журналисты освещали в Твиттере протесты пра-
вых сил 2015 г. менее позитивно, чем протесты левых сил 2013 г. 
[Mourão, Chen, 2020]. 

В современных исследованиях протестной активности ши-
роко используются модели, предназначенные для работы с зави-
симыми переменными, принимающими лишь целые неотрица-
тельные (далее – натуральные) значения. Такими переменными в 
контексте анализа социальных сетей и интернет-трафика могут 
выступать количество опубликованных сообщений или число по-
исковых запросов. Для моделирования таких зависимых перемен-
ных используются отрицательная биномиальная или пуассоновская 
регрессии [Wooldridge, 2002]. Примером недавнего исследования, 
использующего отрицательную биномиальную регрессию для мо-
делирования натуральных зависимых переменных, является работа 
Дж. Пан и А. Зигель, изучающая влияние репрессий на количество 
твитов лидеров общественного мнения в Саудовской Аравии и их 
онлайн-читателей в сети Твиттер [Pan, Siegel, 2020]. В этой работе, 
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нацеленной на измерение причинно-следственных связей, исполь-
зуется популярный дизайн исследования, получивший название 
«разности в разностях» (difference in differences), а устойчивость 
результатов проверяется с использованием отрицательной бино-
миальной модели. Оба подхода показывают, что офлайн-ре- 
прессии (аресты) лидеров общественного мнения за активность в 
Интернете сокращают количество опубликованных ими твитов 
после их освобождения, но не сокращают (по крайней мере, в те-
чение месяца после ареста) количество твитов, схожих с репресси-
рованными, но не репрессированных лидеров общественного мне-
ния [Pan, Siegel, 2020]. В другой недавней работе отрицательная 
биномиальная регрессия применялась для изучения того, как эмо-
ции, вызываемые изображениями в твитах сторонников протест-
ного движения Black Lives Matter, влияют на количество ретвитов 
[Casas, Williams, 2019]. Исследователи пришли к выводу, что со-
общения, содержащие изображения, в среднем получали большее 
(по сравнению с сообщениями без изображений) количество ре- 
твитов как в целом, так и от ранее не участвовавших в обсуждении 
протеста пользователей социальной сети. Наибольшее количество 
ретвитов получали сообщения с изображениями, вызывающими 
энтузиазм или страх. Изображения же, провоцирующие грусть, 
напротив, были отрицательно связаны с количеством ретвитов 
[Casas, Williams, 2019]. 

В современных исследованиях протестной активности для 
анализа данных из социальных сетей широко используются разно-
образные методы машинного обучения с учителем. Они использу-
ются как с традиционной целью выявления характера и направлен-
ности связей между переменными, так и с целью прогнозирования 
протестных действий и протестных событий в будущем. При этом 
проведенный обзор позволяет говорить о разнообразии применяе-
мых методов и задач, для решения которых они используются. 

 
 

Методы обучения без учителя 
 
Общие методологические вопросы. Альтернативный класс 

методов наук о данных, широко применяемый в исследованиях 
политической мобилизации, – это обучение без учителя (напри-
мер, факторный [Иберла, 1980; Basilevsky, 1994] или кластерный 
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анализ [Cluster analysis, 2011]). Как следует из названия, методы 
этого класса не используют в своей работе значения зависимых 
переменных, и потому имеют ограниченную применимость в зада-
чах предсказания. Вместо этого обучение без учителя используется 
для поиска структуры в данных и чрезвычайно полезно в задачах 
разведывательного анализа, позволяя исследователю оперативно 
выявить потенциально интересные группы наблюдений или зако-
номерности в собранных данных. 

В современных исследованиях политической мобилизации 
методы обучения без учителя в основном используются для обра-
ботки естественного языка и тематического моделирования (topic 
modeling), т.е. автоматического выявления тем в большом массиве 
текстовой информации (чаще всего – в публикациях СМИ или со-
циальных сетей). 

Из методов тематического моделирования в прикладных по-
литических исследованиях наиболее часто применяется латентное 
размещение Дирихле (LDA, latent Dirichlet allocation) [Blei, Ng, 
Jordan, 2003] или его усовершенствованные версии типа модели 
коррелирующих тем (correlated topic model) [Blei, Lafferty, 2007] 
или предложенная группой американских политологов, социоло-
гов и статистиков структурная тематическая модель (structural 
topic model) [The structural topic model ..., 2013; Structural topic 
models ..., 2014]. Все эти модели объединены рядом важных осо-
бенностей, отличающих их от классических методов кластерного 
анализа (иерархической кластеризации или метода k-средних). Во-
первых, это вероятностные модели смеси распределений, оцени-
ваемые методами байесовской статистики. С одной стороны, это 
позволяет исследователям включать в процесс оценивания моде-
лей свои априорные представления о взаимосвязях между содер-
жанием текстов и другими наблюдаемыми характеристиками (на-
пример, партийной принадлежности авторов текстов). С другой 
стороны, в результате оценивания этих моделей получаются рас-
пределения вероятностей, позволяющие должным образом харак-
теризовать меру неопределенности относительно групповой при-
надлежности текстов. Во-вторых, эти модели относятся к классу 
моделей смешанного членства (mixed membership), т.е. один и тот 
же текст может одновременно (и с разными вероятностями) при-
надлежать к разным тематическим группам. Иными словами, эти 
модели допускают, что в каждом тексте речь идет не об одной, а 
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сразу о многих темах; удельный же вес каждой темы отражается в 
присваиваемом каждому тексту распределении вероятностей на 
множестве тем. 

Одним из существенных недостатков многих методов тема-
тического моделирования, однако, является неидентифицируе-
мость модели из-за неупорядоченности тем (label-switching): выяв-
ляемые темы можно перенумеровать без потери прогностической 
силы модели. Из-за этого итоговое распределение вероятностей 
имеет сложную форму и множество мод [Roberts, Brandon, Dustin, 
2016], что отрицательно сказывается на реплицируемости резуль-
татов анализа, а также существенно осложняет сам процесс стати-
стического оценивания. Наконец, еще одна сложность практиче-
ской реализации методов тематического моделирования состоит в 
необходимости выбирать общее число тем (что, впрочем, требует-
ся и в большинстве методов кластерного анализа). Существует ли-
тература, посвященная разработке методов систематического 
решения проблемы выбора общего числа тем [Griffiths, Steyvers, 
2006; Reading tea leaves ..., 2009; Evaluation methods for topic 
models, 2009]; кроме того, предложены методы, в которых число 
тем оказывается одной из моделируемых величин и потому также 
подлежит оценке в рамках модели [Hierarchical Dirichlet 
processes, 2006]. 

Отдельным подклассом методов, нацеленным на определе-
ние структуры в имеющихся данных, является анализ социальных 
сетей. Анализ социальных сетей опирается на базовое представле-
ние о том, что структура связей между объектами в выборке может 
оказывать существенное влияние на эти объекты и выборку в це-
лом. Применение методов анализа социальных сетей может быть 
полезно для анализа процессов, в которых необходимо учитывать 
локальный контекст для каждого объекта и / или его связь с гло-
бальным контекстом всей выборки [Kadushin, 2012]. 

Анализ социальных сетей применим в тех случаях, где дан-
ные представимы в виде социального графа. Социальный граф яв-
ляется совокупностью вершин и ребер между ними [Kadushin, 
2012]. Вершинами (точками, узлами) становятся объекты – в рам-
ках социальных наук обычно объектами становятся индивиды 
[Kadushin, 2004], страны [Hafner-Burton, Kahler, Montgomery, 2009] 
или сообщества [Padjett, Ansell, 1993]; ребрами (дугами) выступа-
ют связи между этими объектами. Рёбра могут иметь или не иметь 
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направление связи, в зависимости от этого граф является направ-
ленным или ненаправленным. 

Представление данных в виде вершин и ребер между ними 
позволяет осуществлять расчет расстояния между объектами на 
основании числа ребер, лежащих между соответствующими вер-
шинами. Кроме того, возникает возможность выявить свойства 
объекта, которые «объективно» задаются его положением в общей 
структуре связей между элементами сети [Emirbayer, Goodwin, 
1994]. Наконец, появляются основания для предположений о неиз-
вестных характеристиках объекта исходя из близких к нему объек-
тов с известными характеристиками [Golbeck, 2013]. Объекты в 
сети становится возможным группировать и выделять с помощью 
различных методов выявления сообществ [Grandjean, 2016]. 

Одним из ключевых свойств, задаваемых положением объ-
екта в сети непосредственно, является центральность. Централь-
ность – это метрика «важности» вершины в структуре сети и – по-
тенциально – «влияния» вершины на течение процессов, которые 
происходят в контексте рассматриваемой сети. Существует мно-
жество подходов к определению центральности, ключевыми из 
которых являются «центральность связности», которая опирается 
исключительно на число вершин, с которыми у данной вершины 
есть общее ребро; «центральность близости», которая учитывает 
кратчайшее расстояние между вершиной и самой удаленной от нее 
вершиной, и «центральность посредничества», которая указывает 
на то, сколько кратчайших путей между остальными вершинами 
проходит через данную [Vera, Schupp, 2006]. 

Помимо того что анализ социальных сетей позволяет иссле-
довать некоторые свойства каждого объекта в сети, важным явля-
ется исследование свойств сети в целом. Топология и плотность 
сети (доля наличествующих ребер по отношению к числу всех 
возможных связей), среднее расстояние между объектами, склон-
ность к группированию пользователей в кластеры, степень гомо-
генности или гомофилии (проявление тенденции к группировке 
похожих объектов), а также распределение числа связей и цен-
тральностей – все это является важным источником информации о 
самой выборке объектов и процессах, породивших наблюдаемое 
распределение связей [Tweeting from left to right ..., 2015]. 

Применение в сборе и анализе данных о протестах. По-
скольку методы обучения без учителя, в первую очередь, нацеле-
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ны на выявление структуры в данных, их применимость для сбора 
информации несколько ограниченна и встречается обычно лишь 
на ранней, разведывательной, стадии сбора информации. Приме-
ром такого подхода является работа Н. Кальдерон и др., в которой 
на основе большого массива твитов исследовались общественные 
настроения в Бразилии в период чемпионата мира по футболу 
2014 г. [Mixed-initiative social media analytics ..., 2015]. Проведен-
ное в этом исследовании тематическое моделирование опиралось 
на инструмент визуального анализа IN-SPIRE, который кластери-
зует документы на основе совместного появления в них одинако-
вых слов и отображает их двумерном пространстве [IN-SPIRE …, 
2004]. По наиболее распространенным в каждом кластере словам 
определялась тема, объединяющая документы в кластере. Если она 
не была связана с деятельностью политиков и государственных 
институтов или отношением к ним, то документы удалялись из 
рассмотрения. Процесс последовательного выявления тем и их 
удаления проходил многократно до тех пор, пока не остались 
лишь те темы, которые необходимы для дальнейшего исследова-
ния [Mixed-initiative social media analytics, 2015]. Такой же метод 
отбора документов можно использовать и посредством латентного 
размещения Дирихле (далее – LDA), и посредством моделей кор-
релированных тем. 

Последние из указанных моделей особенно широко приме-
няются на стадии анализа данных о протестах. Так, например, 
LDA и модель коррелирующих тем применялись для тематического 
моделирования твитов в работах К. Мангера и др.1 [Elites Tweet ..., 
2019] и C. Линдгрена [Lindgren, 2019]. В первой из них по резуль-
татам LDA была рассчитана энтропия количества тем, о которых 
писали в твитах во время протестов 2015 г. сторонники и против-
ники Н. Мадуро среди депутатов парламента Венесуэлы. Это по-
зволило оценить изменения информационной повестки дня у сто-
ронников и противников руководства Венесуэлы и описать их 
коммуникационные стратегии во время протестов [Elites Tweet ..., 
2019]. Во второй из этих работ результаты тематического модели-
рования позволили определить, насколько движение MeToo со-
храняло сконцентрированность на своей изначальной повестке с 

                                                            
1 В этой работе для проверки робастности результатов также использовали 

модель коррелированных тем (Correlated Topic Model). 
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течением времени. С. Линдгрен оценил ее как количество тем, ве-
роятность отнесения документов к которым превышает заданный 
порог [Lindgren, 2019]. В обоих упомянутых исследованиях уче-
ные стремились с помощью латентного размещения Дирихле вы-
явить как можно большее количество тем, чтобы затем рассчитать 
характеристики их распределения. 

LDA может быть использовано не только для определения 
тем в сообщениях в социальных сетях, но и для группировки акка-
унтов по степени их схожести. Такой подход был использован в 
работе Дж. Ларсон и др. при исследовании влияния сетевого ок-
ружения на участие в протестной активности [Social networks ..., 
2019]. В этой работе, в частности, с помощью LDA с 12 темами 
была определена тема каждого из более чем 68 тыс. аккаунтов, на 
которые были подписаны участники протестных мероприятий и 
люди схожих с ними политических взглядов, но не посетившие 
протестные мероприятия. Затем Дж. Ларсон и ее коллеги выясни-
ли, что протестующие и воздержавшиеся от протеста не отличают-
ся по темам аккаунтов, на которые они подписаны. Это может ука-
зывать, как считают исследователи, на схожесть уровня интереса к 
политике у этих двух групп [Social networks ..., 2019]. 

В отмеченных выше работах тематическое моделирование 
использовалось для получения обобщенных описательных стати-
стик, характеризующих массив документов, и не требовало де-
тального изучения содержания текстов и выделенных тем. Иное 
применение тематического моделирования представлено в работе 
К. Кларка и К. Коцака о роли Твиттера и Фейсбука в первоначаль-
ной протестной мобилизации в ходе египетской революции 2011 г. 
[Clarke, Kocak, 2020]. Авторы не только оценили параметры тема-
тической модели, примененной к массиву сообщений в сети Твит-
тер, но и содержательно проинтерпретировали полученные темы, 
опираясь на наиболее часто встречающиеся в них слова. Их иссле-
дование выявило, что Твиттер прежде всего использовался для 
распространения новостей о ходе протестных мероприятий в ре-
жиме реального времени, что доказывается преобладанием темы 
news and updates («новости и обновления») в первый день египет-
ских протестов 2011 г. Роль Фейсбука была выявлена с помощью 
качественных методов и состояла в рекрутировании протестую-
щих, планировании и координации протестных действий [Clarke, 
Kocak, 2020]. 
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Для анализа протестной активности с помощью данных из 
социальных сетей широко используется сетевой анализ (social 
network analysis), который направлен на выявление структуры свя-
зей между участниками протестных движений (в том числе и в 
сравнении с тем, кто не участвует в них). Данные из социальных 
сетей действительно предоставляют возможности для применения 
именно методов сетевого анализа, так как в них содержится ин-
формация об отношениях между людьми, которую можно пред-
ставить в виде сетевого графа с набором признаков, описывающих 
как вершины, так и ребра. 

В исследованиях протестной активности применяются раз-
ные методы сетевого анализа. Так, в исследовании структуры со-
циальных связей в Твиттере среди участников движения Occupy 
Wall Street на этапе его зарождения М. Тремайне применял для 
выявления наиболее влиятельных людей и хэштегов различные 
метрики центральности, включая степени близости (closeness), по-
средничества (betweenness), влияния (eigenvalue), полустепени за-
хода и исхода (indegree and outdegree) [Tremayne, 2014]. 

Другим примером современного исследования с применением 
методов сетевого анализа является уже упоминавшаяся выше работа 
Дж. Ларсон и др. [Social networks and protest participation ..., 2019].  
В ней структура социальных связей в Твиттере среди 764 участни-
ков марша (далее – группа протестующих) против терроризма в 
Париже в январе 2015 г. сравнивалась со структурой социальных 
связей такого же числа случайно отобранных пользователей Твит-
тера, использовавших в своих сообщениях те же хэштеги, но не 
принявших участие в марше (далее – контрольная группа). Для 
каждого пользователя из каждой группы были найдены пользова-
тели, на которых они были подписаны (далее – сосед первого по-
рядка), и пользователи, на которых были подписаны соседи перво-
го порядка (далее – сосед второго порядка). Было построено две 
сети. В первую (далее – протестную) сеть вошли пользователи из 
группы протестующих, а также их соседи первого и второго по-
рядков; во вторую (далее – контрольную) – пользователи из кон-
трольной группы, а также их соседи первого и второго порядков. 
Как показывают результаты, у пользователей из группы протес-
тующих доля других пользователей из своей группы среди соседей 
первого и второго порядков в среднем выше, чем у пользователей 
из контрольной группы. Кроме того, у пользователей из группы 



Политическая наука, 2021, № 1 
 

 

64

протестующих выше доля триад, содержащих как минимум еще 
одного пользователя из своей группы. Наконец, в протестной сети 
количество направленных в обе стороны ребер между пользовате-
лями из группы протестующих выше, чем количество таких ребер 
между пользователями из контрольной группы в контрольной сети. 
Такие результаты могли быть получены, как считают авторы, если 
прямые и сильные связи с другими высокомотивированными к 
участию в протесте людьми повышают ценность протеста для са-
мого индивида и его готовность к участию в нем [Social networks 
and protest participation ..., 2019]1. 

Как показывает этот краткий обзор, методы обучения без 
учителя активно используются в современных исследованиях про-
тестной активности. Они позволяют решать разнообразные задачи 
от предварительного отбора необходимых для дальнейшего иссле-
дования данных до выявления степени динамики размывания по-
вестки протестных движений и определения наиболее влиятель-
ных движений. Методы обучения без учителя обладают большим 
потенциалом для применения в ходе исследования протестной ак-
тивности с помощью данных из социальных сетей. 

 
 

Заключение 
 
Представленный в данной работе обзор применения методов 

машинного обучения к исследованию процессов политической мо-
билизации акцентирует внимание на двух основных классах мето-
дов: обучении с учителем и без учителя (к числу последних отнесе-
ны также некоторые методы анализа социальных сетей). За рамками 
обзора остались методы с частичным обучением (semi-supervised 
learning), в разной форме сочетающие характеристики обучения с 
учителем и без него [Zhu, Goldberg, 2009]. Это молодое направле-
ние, которое пока не получило широкого применения в политиче-
                                                            

1 Отметим, однако, важную особенность данного исследования, затруд-
няющую перенесение полученных в нем выводов на многие другие протестные 
акции: марш против терроризма в Париже в январе 2015 г. не являлся протестом 
против руководства страны и / или политического режима; во главе марша стоял 
сам Президент Франции Ф. Олланд. См.: Погибших в парижских терактах почти-
ли минутой молчания // Коммерсантъ. – 2015. – 11 января. – Режим доступа: 
https://www.kommersant.ru/doc/2644377 (дата посещения: 31.08.2020). 
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ской науке вообще и исследовании политической мобилизации в 
частности, но которое потенциально интересно в типичных для по-
литологических исследований ситуации, когда количество разме-
ченных данных крайне ограниченно, а неразмеченных – велико. 

Другое направление исследований, практически не затрону-
тое в данном обзоре и до сих пор остающееся в значительной степе-
ни белым пятном в прикладных политологических исследованиях, – 
это использование машинного обучения для каузального анализа 
(исследования причинно-следственных связей). В этом направле-
нии машинное обучение может быть использовано на тех этапах 
исследования, на которых требуется решить задачу прогнозирова-
ния (например, на первом шаге оценивания регрессионных моде-
лей методом инструментальных переменных). 

Наконец, в данной работе не рассматривается широкий и 
динамично развивающийся класс методов обработки естественного 
языка, опирающихся на векторное представление слов (word 
embeddings) как способ квантификации их значения [Distributed 
representations ..., 2013; Pennington, Socher, Manning, 2014]. В поли-
тологической литературе данные методы в последние годы полу-
чили свое применение в рамках исследования идеологических рас-
колов на основе массивов текстовых данных о парламентских 
дебатах [Rheault, Cochrane, 2020]. Их применение в исследованиях 
политической мобилизации (например, для выявления различий в 
контекстах использования имен политиков, названий институтов и 
организаций) еще ждет своих исследователей. 

В целом растущий объем доступных для анализа данных по-
зволяет ожидать, что распространение методов машинного обуче-
ния при исследовании политической мобилизации и других вопро-
сов политической науки будет расти, что превращает их в важную 
и перспективную составляющую методологического арсенала со-
временного политолога. 
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and communication. The political science methodology and toolkit have also adapted to 
these changes and absorbed a variety of new approaches and methods from the bur-
geoning field of data science. This paper provides an overview of some of the key 
methodological innovations to the political science toolkit drawn from data science and 
discusses the advantages and limitations of these new methods for studying protest 
activity and political mobilization in social media. We focus on supervised and unsu-
pervised learning as two major groups of methods that can be applied to either facilitate 
data collection in almost real time or the analysis of big data on protest activity. We 
discuss overfitting, regularization, and hyperparameter selection via cross-validation in 
the context of supervised methods, and present topic modeling and social network 
analysis techniques within unsupervised methods. The strengths and weaknesses of 
these methods are illustrated with references to recent articles published in peer-
reviewed journals. We conclude the paper with a discussion of the emerging methods 
that have not been used in political mobilization research yet and are open for further 
exploration by political scientists. 
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